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Kapitel 1

Einleitung

1.1 Motivation

In der aktuellen Forschung um maschinell lernende Systeme scheint es, dass mehr relevante Trai-
ningsdaten eine Verbesserung der Erkennungsleistung des Systems erwirken [7, 17]. Daten fiir
das Training solcher Systeme stammen entweder aus dem jeweiligen Feld oder werden aus dhn-
lichen Aufgaben {ibernommen und weiter verarbeitet. Um ein Training im iiberwachten Lernen
zu erreichen, muss die zu trainierende Leistung zuerst anderweitig erbracht werden. Erst dann
kann diese dem lernenden System beigebracht werden. Das Aufnehmen und Annotieren von
Trainingsdaten sind bislang stark einschriankende Faktoren bei dem Training lernender Systeme.
Durch einen automatisierten Prozess zum sinnhaften Vergrofiern der Menge der Trainingsdaten
mit automatisch generierter Annotation kénnte somit trotz weniger realer Trainingsdaten von

einem sehr speziellen Feld gelernt werden.

1.2 Zielsetzung

Im Rahmen dieser Arbeit soll ein bestehendes Erkennungssystem in der Genauigkeit verbessert
werden. Ein neuronales Netz soll eine hoch-performante 2D-Objektlokalisierung auf Kamerabil-
dern leisten und eine Bildmaske generieren, welche die Suchbereiche des bestehenden Systems
einschrankt. Dafiir soll das Netz von computergenerierten Bildern die Lokalisierung von Bél-
len lernen und spéter eine schnelle und genaue Erkennung im laufenden System leisten. Die
Implementierung und Evaluierung des Verfahrens findet am Roboter Doggy der AG Multisenso-
rische Interaktive Systeme statt und soll dort verstdrkend Falscherkennungen des Mittelpunktes
vermeiden. Insgesamt soll dies zu einer héheren Genauigkeit in der Trackingleistung der Bélle

fiihren.
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1.3 Aufbau der Arbeit

Im zweiten Kapitel wird der vorhandene Roboter und grundlegende Technologien fir die Umset-
zung vorgestellt. Danach werden in Kapitel 3 verwandte Arbeiten und ihre Ergebnisse erldutert.
In Kapitel 4 wird die Synthetisierung von Trainingsdaten zusammen mit dem erarbeiteten Sys-
tem vorgestellt und im fiinften Kapitel ist die Integration im bestehenden System beschrieben.
In Kapitel 6 geht es um die Evaluierung der Entwicklung. Zuletzt wird ein Fazit {iber die Arbeit

gezogen und ein Ausblick in die Zukunft gegeben.



Kapitel 2

Grundlagen

In diesem Kapitel werden die grundlegenden Technologien und Hintergriinde dieser Arbeit er-
klart. Convolutional Neural Networks (CNN), das MobileNetV2 als auch der vorhandene Roboter

werden in folgenden Absétzen erlautert.

2.1 Convolutional Neural Networks

Convolutional Neural Networks sind neuronale Netzwerke, die besondere Arten von Schichten
nutzen. Diese heiflen Convolutional Schichten und basieren auf der Nutzung lokaler Zusam-
menhéinge in den Eingabedaten. Die Eingabedaten sind meist mehrdimensionale Vektoren, die
innerhalb des Netzes durch verschiedene Schichten zur Merkmalsextraktion laufen. Der erste Teil
eines CNN sieht von der Struktur oft dhnlich aus und dient zur Extraktion von Merkmalen inner-
halb des Bildes. Mit steigender Tiefe des Netzes wird das rezeptive Feld der Neuronen auf tiefen
Schichten grofler. Das liegt an der Struktur und der Idee der neu eingefiihrten Schichten, den
Convolutional Schichten. Diese fiihren eine Faltung von ganzen lokalen Bereichen der Eingabe
auf ein einzelnes Neuron der Ausgabe aus. Werden diese Faltungsschichten mit einer jeweiligen
Kernelgrofle von k wiederholt hintereinander verkettet, ergibt sich fiir ein spates Neuron der
i-ten Schicht ein rezeptives Feld von (k' x k%) auf dem Eingabevektor. Das erste neuronale Netz

welches auf diesen Faltungen aufbaute war das LeNet-5 von LeCun et al. [6].

2.1.1 Convolutional Schicht

Convolutional- oder faltende Schichten machen sich die lokalen Zusammenhénge von Daten zu
Nutze. Sie gehen davon aus, dass ein Wert aus einem mehrdimensionalen Vektor in seinen In-

formationen enger mit einem Nachbarwert zusammenhéngt, als einer der am anderen Ende des
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Eingabe

Ausgabe

Abbildung 2.1 Visualisierung der Verrechnung eines Eingabebereiches mit einem k=3 Kernel zu
einem Ausgabewert.

Vektors steht. Um diese lokalen Informationszusammenhénge zu nutzen werden in Convolutio-
nal Schichten Kernel bestimmter Grofie verwendet. Ein Kernel wird durch eine Kernelmatrix
beschrieben die in sich Faktoren, und somit Gewichtungen der Eingabewerte, tragt. Dieser wird
bei der Berechnung eines Ausgabekanals tiber die Eingabekanéle wie ein Fenster geschoben und
verrechnet alle, in den Kernel fallenden, Werte mit der Gewichtung aus dem Kernel auf ei-
nen Wert in der Ausgabe. In Abbildung 2.1 ist diese Faltung der Eingabe auf einen Wert der
Ausgabe visualisiert. Die lernenden Parameter einer Convolutional Schicht liegen somit in den
Kernel. Neuronen auf diesen Schichten bekommen einen kleinen, durch die Kernelmatrix einge-
schrankten, lokalen Bereich von Informationen der vorherigen Schicht. Gleichzeitig gewichtet die
Kernelmatrix diese Informationen, sodass eine Faltung dieser auf ein Neuron durchgefiithrt wird.
Convolutional Schichten bestehen meist aus mehreren Kanélen, welche alle die gleichen Einga-
beinformationen bekommen, jedoch verschiedene Kernelmatrizen besitzen, sodass verschiedene
Merkmale pro Schicht (Feature Maps) entstehen kénnen. Bei Convolutional Schichten mit einer
Eingabedimension von h; x w; x d; und einer Ausgabedimension von hj; X w; x d; mit einem
Kernel K € RF*kxdixd; |-« Nt belduft sich der Rechenaufwand auf h; - w; - dj - k-k.
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Abbildung 2.2 Visualisierung eines Max Pooling mit Kernelgrofle 2x2.

2.1.2 Pooling Schicht

Eine Pooling Schicht dient zur Dimensionsverringerung ihrer Eingabedaten und somit Aggre-
gation der Informationen. Grundsétzlich gibt es verschiedene Arten von Pooling Schichten die
sich lediglich in der Berechnung ihrer Ausgabe unterscheiden. Alle besitzen jedoch einen Kernel,
der einen Eingabebereich auf einen einzigen Wert reduziert. Wichtig dabei ist, dass diese Kernel
sich nicht iiberlappen und somit jeder Wert nur einmal eingerechnet werden kann, anders beim
Convolutional-Kernel. Die geldufigste Form ist das MaxPooling, bei dem nur der hochste Wert
innerhalb des Kernels ausgewéhlt wird (Siehe Abbildung 2.2). Somit wird die stéirkste Informati-
on der letzten Aktivierung weitergegeben. Eine andere Form ist das Average-Pooling bei dem der
Durchschnitt aller Werte im Kernel gebildet wird und dieser als Ausgabewert fungiert. Zudem
gibt es das Global Pooling, auf dhnlichem Prinzip und &hnlicher Idee beruhend, welches ebenfalls
zur Aggregation von Informationen und zur Dimensionsverringerung dient, jedoch einen gesam-
ten Kanal (Feature Map) auf einen einzigen Wert abbildet. Zur Berechnung dienen die gleichen
Methoden wie beim normalen Pooling. Globales Pooling ist bei Klassifikationsaufgaben eines
Netzes sinnvoll und kann die merkmalselektierenden Fully-Connected Schichten unterstiitzen,

indem sie die Inhalte der Feature Map vereinfachen.

2.2 MobileNetV2

Das MobileNetV2 ist eine ressourcensparende Netzarchitektur die den Einsatz von CNN auf
hardware-schwachen Gerdten ermdoglichen soll. Das MobileNetV2 fiihrt zur Komplexitéatsreduk-
tion normaler Convolutional Schichten einen inverted residual Block ein. Dieser besteht zur
Eingabe aus einer Expansionschicht, einer merkmalsselektierenden Depthwise Separable Convo-

lution-Schicht in der Mitte und einer Engpass-Convolution zur Ausgabe.
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Regular Convolution Separable Convolution Block

Abbildung 2.3 Normale Convolution und Seperable Depthwise Convolution

Modell ImageNet Accuracy Million Mult-Adds Million Parameters
Conv MobileNet 71.7% 4866 29.3
MobileNet 70.6% 569 4.2

Tabelle 2.1 Depthwise Separable- gegen konventionelles Convolution MobileNet [4]

2.2.1 Inverted Residual

Der inverted residual Block benutzt zur Reduzierung des Rechenaufwands Depthwise Separable
Convolutions, welche aus zwei faktorisierten einzelnen Convolutionen bestehen, einer kanalweisen
Convolution, welche einen einzelnen Filter pro Eingabekanal anwendet, und einer punktuellen,
normalen 1 x 1 Convolution, die durch lineares kombinieren neue Merkmale aus der Eingabe
bildet. Bei gleicher Ein- und Ausgabedimension belduft sich der Rechenaufwand auf h; - w; -
di(k? + d;) und reduziert diesen gegeniiber einer normalen Convolutional Schicht somit fast um
den Factor k2. [11].

Zu Beginn eines inverted residual Blocks expandiert eine normale Convolution mit 1 x 1 Ker-
nelgréfle die Kanalzahl um einen Expansionsfaktor ¢, um einen grofleren Raum fiir Merkmale zu
erhalten. Die Depthwise Convolution bildet ein Merkmalskanal pro Kanal und durch die punktu-
elle 1 x 1 Convolution werden diese getrennten Merkmale verkniipft. Die Idee der anschlielenden

Engpass-Convolution ist, dass in dieser die wichtigsten gefundenen Merkmale selektiert werden.

Waiéhrend der Erarbeitung des traditionellen MobileNet wurde ein Experiment durchgefithrt um
die Vorteile der Konstruktion der Depthwise Separable Convolutions aufzuzeigen. Eine Architek-
tur mit normalen Convolutional Schichten wurde gegen eine Architektur mit Depthwise Separable
Convolutions auf dem ImageNet Datensatz trainiert und evaluiert. Mit 14,3% der Parameter der
normalen Convolutional Architektur, erzielte die neu erarbeitete Architektur ein nur um 1,1%

schlechteres Accuracy Ergebnis. Siehe Tabelle 2.1.

10
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Abbildung 2.4 Namensgebenes Kostiim fiir den Roboter Doggy.

2.3 Ballspielsystem Doggy

Der Prototyp des ballspielenden Unterhaltungsroboter Doggy (Abbildung 2.4) wurde innerhalb
einer Arbeit von Tim Laue et al. [5] zur kommerziellen Nutzbarkeit von Unterhaltungsrobo-
tern erarbeitet. Die Sportrobotik ist ein Feld, welches von dem jéhrlich stattfindenden RoboCup
Wettbewerb gepragt ist. Allerdings geht die resultierende Forschung nur indirekt in die Erarbei-
tung zukiinftiger Alltagsroboter ein, da die Probleme und Gegebenheiten sehr speziell sind. Die
Sportrobotik bietet allerdings viele Herausforderungen, die echte Anwendung in Unterhaltungs-
oder Alltagsroboter finden. Die Interaktion mit- und in der realen Welt steht dabei im Vorder-
grund. Doggy ist ein ballspielender Roboter der im Grundgedanke die Felder Sport, Technologie
und Interaktivitdt vereint und soll die angewandten Technologien auf verschiedenen Veranstal-

tungen demonstrieren.

2.3.1 Hardware

Der Roboter besteht aus einer Basis und einem Schléger die zusammen in einem gendhten Hunde-
kostiim stecken. Die gesamte Hohe betragt etwa 221cm mit einem Schlidgerlinge von 120,8cm und
einer Basishéhe von 100,1cm. Die breitesten Stelle betrédgt 50cm im Durchmesser. Der Schldger
besteht aus einer Stange aus Kunststoff mit einer Styroporkugel als Kopf mit einem Durchmesser
von 40cm und besitzt in der Bewegung 2 Freiheitsgerade. Zwei Kameras sind in einer Héhe von
83,6cm und einem 35 Grad-Winkel, vom Horizont aus, angebracht. Die Distanz zwischen den
Kameramittelpunkten betrégt 44,7cm. Sie besitzen eine Brennweite von 4,8mm wodurch sich ein
horizontales Sichtfeld von ungefdhr 57 Grad ergibt. Der Schldger wird durch zwei Servomotoren
in Roll- und Kippbewegung durch Riemen bewegt, die diesen mit jeweils knapp 10,5Nm An-
triebsdrehmoment beschleunigen konnen. Effektiv wird der Schliger auf 70% Drehmoment mit
180 Grad/s angetrieben.

11
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Abbildung 2.5 Realer Aufbau und Planungsskizze des Roboters Doggy der AG Multisensorische
Interaktive Systeme.

Wichtige Faktoren beim Entwurf des Roboters waren eine hohe Sicherheit im Umgang mit dem
Roboter zu gewahrleisten und diesen zu einem relativ giinstigen Preis anbieten zu kénnen. Diese
Einschrankungen fithrten dazu, dass leichte und leicht zu beschaffende Materialien verwendet
wurden. Der bewegbare Teil des Roboters, also der Schldger, ist mit Schaumgummi ummantelt
und der Kopf besteht aus Styropor. Diese Vorkehrungen wurden getroffen, um ein Verletzungs-

risiko zu minimieren.

Der gesamte Roboteraufbau ist der Abbildung 2.5 zu entnehmen.

2.3.2 Software

Das gesamte System ist auf dem Robot Operating System Framework (ROS [12]) implemen-
tiert und lduft unter Ubuntu Linux (16.4). Jede Softwarekomponente ist ein eigener Prozess, der
durch spezielle Nachrichten innerhalb ROS Daten verschicken und kommunizieren kann. Bilder
der Kameras (768 x 576, 8 Bit Graustufen) werden mit 40 Hz aufgenommen, Kreise auf ihnen er-

kannt und einem Tracker iibergeben. Dieser ldsst den Kreiserkenner genauer auf vorhergesagten

12
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Positionen suchen und verbessert seine Schitzung mit der neu erkannten Position. Die Positions-
kontrolle des Schldgers wird mit 100 Hz auf die Position gefahren, die der Tracker als Erste im
Bewegungsradius des Roboters schétzt. Das gesamte Trackingsystem wurde 2013 von Birbach
et al. [1] erarbeitet und benutzt ein physisches Bewegungsmodell zur Vorhersage der Flugbahn

eines geworfenen Balles.

Die Erkennung der Bélle wird zuerst durch einen Kreiserkenner auf Bildern, dann durch einen

Multiple Hypothesis Tracker (MHT) zum Feststellen der Position und Geschwindigkeit realisiert.

2.3.2.1 Kreiserkenner

Der Kreiserkenner verwendet eine Transformation zur Feststellung radialer Gradienten und un-
tersucht gefundene Gradienten an ihren Konturen nach allen moglichen Kreispositionen und
-grofen. Die wahrscheinlichsten Hypothesen werden dem MHT iibergeben. Der Vorteil dieser
Methode ist, dass Belichtung der Szene und Farbe des Balles durch die verwendete Transforma-

tion keine Rolle spielen.

2.3.2.2  Multiple Hypothesis Tracker

Der MHT sucht fiir jedes verfolgte Ziel die Hypothese mit der gréfiten Posterior Wahrschein-
lichkeit. Die Hypothesen werden gebildet, indem nach jeder Messung jede Hypothese aus der
vorherigen Iteration mit den Ergebnissen der aktuellsten Messung iiberpriift wird. Hypothesen
werden fiir die Flugbahnen von Béllen gebildet, wobei vorab typische Informationen zum Beginn
einer moglichen Flugbahn verwendet werden (Flugbahnen beginnen meistens vom unteren Rand
des Bildes). Das letztendliche Errechnen von Hypothesen und die Verrechnung von Messungen

werden von einem Unscented Kalman Filter [15] durchgefiihrt.

2.3.2.3 Bewegungskontrolle

Die Bewegung des Schlidgers wird so geplant, dass der Mittelpunkt des anvisierten Balles den
Mittelpunkt der Styroporkugel trifft. Erreicht wird dies durch die Berechnung der Winkel fiir die
Servomotoren durch inverse Kinematik und anschlieSender Ansteuerung dieser Motorpositionen

durch einen PD-Regler.

13



KAPITEL 2. GRUNDLAGEN

14



Kapitel 3

Verwandte Arbeiten

In der von Tsai et al. [14] erarbeiteten Mensch-Maschine Schnittstelle werden Hand-Gesten auf
Kamerabildern erkannt. Um geniigend Bilder fiir das Training eines Deep CNN zu verwenden,
synthetisierten sie Kamerabilder und nutzten eine automatisierte Annotierung. Durch dieses
kontrollierte Verfahren zur Datenbeschaffung kénnen sie die Verteilung und Varianz der Daten
bestimmen und auf den Kontext anpassen. Zur Erstellung der kiinstlichen Daten wurde eine 3D
Hand modelliert und mit Gelenken zur kontrollierten Bewegung ausgestattet. Das System un-
terstiitzt 24 Gesten, die durch die Position der einzelnen Finger unterschieden werden. Dabei ist
die Handinnenfliche der Kamera zugewandt und die Position eines einzelnen Fingers wird unter-
schieden in ausgestreckt, halb angewinkelt oder komplett angewinkelt. Durch das Training auf
den synthetisierten Daten ergab sich bei der Evaluierung auf realen Kameradaten eine Accuracy
von nur 37,5%. Durch das Hinzufiigen von nur 0,09% realer Trainingsdaten, ist die Accuracy auf
77,08% gestiegen.

D’Orazio et al. [3] implementierten 2004 einen Algorithmus zur Ballerkennung mittels Hough-
transformation fiir Kreise und einem neuronalen Klassifizierer. Dafiir wurden Bildbereiche um
erkannte Kreise ausgeschnitten und von dem binéren, neuronalen Klassifizierer nach ”"Ball” oder
"kein Ball” bewertet. Die ausgeschnittenen Bille werden tiber eine 2D Wavelet Transformati-
on nach ihren Frequenzen charakterisiert. Zudem erfolgte eine Implementierung zur Echtzeit-
Erkennung auf graustufen Bildern der Groflie 532 x 512. Sie kamen in verschiedenen Ansétzen

der Vorverarbeitung auf Erkennungsraten von durchgehend iiber 92%.

S. Mitri, S. Frintrop, K. Pervolz, H. Surmann und A. Nuchter [9] wéhlten 2005 einen dhnlichen
Ansatz zur Erkennung von Béllen im Kontext des RoboCup. Sie wéhlten einen biologischen
Ansatz zur Perzeption der realen Welt und orientiert sich an dem Menschen. Zuerst wird die
Aufmerksamkeit in Region des Sichtfeldes von objektspezifischen Merkmalen geweckt und erst
dann eine Hypothese verifiziert. Auf 180 Bildern aus dem RoboCup Umfeld konnte der erar-
beitete Klassifizierer alleine eine Accuracy von 81,1% mit einer Prazision von 47,7% erreichen.
Zusammen mit dem entwickelten Aufmerksamkeitssystem wurde eine Accuracy von 78,3% und

einer Prazision von knapp 86% erreicht.

15
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Kapitel 4

Realisierung

4.1 TUbersicht

Um das bestehende Ballerkennungssystem zu verbessern, ist es sinnvoll Fehlerkennungen von
Béllen zu vermeiden. Hinter dem Ballerkenner im System verarbeitet ein Tracker die Mittel-
punktpositionen von gefundenen Béllen und schétzt ihre Flugbahn. Dafiir ist es wichtig, dass die
Ballposition exakt erkannt wird. Der Tracker verbessert seine Schétzungen der zukiinftigen Ball-
position immer wieder mit den erkannten Positionen. Falsch erkannte Bélle und Ballmittelpunkte

koénnen diese Schitzung negativ beeinflussen.

Der aktuelle Ballerkenner ist auf der Methodik der Hough-Transformation fiir Kreise erarbeitet
und erkennt lediglich Kreise und ihre Mittelpunkte im Eingabebild. Ein grofles Problem dieser
Methodik ist, dass eine grofle Menge an moglichen Kreisen mit verschiedensten Mittelpunkten
gefunden wird. Bislang wird hier der wahrscheinlichste Kreis-Mittelpunkt ausgewéhlt, dieser kann
allerdings von der Realitét durch einfache Faktoren wie Kanten im Hintergrund oder Verzerrung

des Balles stark beeinflusst sein.

Zur Verbesserung des bestehenden Erkennungssystems soll die Postion des Mittelpunkts mit
einer Maske eingegrenzt werden. Ein CNN, welches als Eingabe das Kamerabild bekommt und
als Ausgabe eine Bildmaske mit Wahrscheinlichkeiten der Mittelpunktpositionen pro Pixel liefert,
die spéter iiber einen Schwellwert eingegrenzt und die Aggresivitdt der Maskierung angepasst

werden konnen.

Anforderungen an das zu entwickelnde System sind:

Eingabe: (768, 576, 1)
Ausgabe: (768, 576, 1)
Zeit pro Prediction: <7ms

17
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Abbildung 4.1 Auswahl realen Kamerabilder mit zugehoriger Annotation.

4.2 Eingesetzte Mittel

Das Netz und die Synthetisierung wurden mit Python 3 entwickelt, da ein schneller und einfacher
Umgang mit Bibliotheken ermdéglicht wird. Zudem ermdglicht die Software Jupyter Notebook ein
interaktives Arbeiten an Code und verschiedenster Daten. Folgende Python-Bibliotheken werden

in der Arbeit verwendet:

e keras
e tensorflow
e openCV

e numpy

4.3 Datensatz

In diesem Abschnitt werden die Unternechmungen zur Erstellung der relevanten Datensétze fiir
diese Arbeit beschrieben.

4.3.1 Reale Daten

Zur Erstellung eines gemischten Datensatzes fiir die Erkennung von Ballmittelpunkten wurden
zwei Sdtze an Bildern am Roboter Doggy aufgenommen. Eins Auswahl davon ist auf Abbil-

dung 4.1 mit zugehoriger Annotation zu sehen.

18
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4.3.2 Synthetisierung von Bilddaten

In diesem Kapitel geht es um die spezifische Szenengenerierung durch bekannte Groéflen und
Annahmen iiber das Zielsystem. Der Prozess der Bildgenerierung wurde im Rahmen dieser Arbeit
erarbeitet und stetig erweitert. Um moglichst reale Bilder zu erzeugen, bietet es sich an, die

Kamerabilder des Systems auf Merkmale zu untersuchen die nachgestellt werden miissen:

e Musterung des Balles

e Bewegungsunschérfe in Translation des Balles
¢ Bewegungsunschérfe in Rotation des Balles

e Belichtung des Balles

o Belichtung der Szene

o Bewegungspfad des Balles

4.3.2.1 Ballsynthese

Zur Synthetisierung der realen Bilddaten wurde im Rahmen dieser Arbeit eine Blender [2] 3D
Szene erstellt, welche die Groflen, Abstdnde und Winkel des realen Systems nachstellt. Ein mo-
dellierter Fussball wird iiber Keyframes entlang einem vorgegeben Pfad bewegt und zuséatzlich
um sich selbest rotiert. Der Bewegungspfad des Balles wird pro simulierten Wurf auf eine zufélli-
ge Position innerhalb des relevanten Sichtfeldes verschoben und gedreht. Eine Beleuchtung wird
zusdtzlich pro Wurf um den Ball verschoben, sodass eine im Wurf stetige, aber immer unter-
schiedliche, Beleuchtung gewéhrleistet wird. Der Vorteil bei der Benutzung von Keyframes ist,
dass Bildserien erzeugt werden kénnen, die einen gesamten Wurf simulieren und somit die Bilder
eine Bewegungsunschérfe in Translation als auch Rotation des Balles aufweisen. Dies wird bei der
Synthetisierung moglichst realer Daten benétigt, da diese gleiche Merkmale und Verzerrungen
des Balles aufweisen. Ein Wurf wird durch 15 Keyframes simuliert, in denen der Ball zu Beginn
steht und sich am Ende in der Ndhe des Roboterkopfes befindet. Die Fussbélle werden dank der
Blender Render Engine Cycles mit den, oben genannten, Unschérfen auf einen transparenten
Hintergrund gerendert. Dies bringt zum einen den Vorteil mit sich, dass die Bilder spéter auf
verschiedenste Hintergriinde gelegt werden und somit wiederverwendet werden kénnen, zum an-
deren ermoglicht es eine einfache Erzeugung der Annotation (4.3.3.2) mithilfe des gerenderten
Alphakanal des Bildes. Die erarbeitete Blender 3D Szene ist als ball ThrowSimulationDoggy.blend
beiliegend, das Python Steuerungsskript fiir die Automatisierung liegt als ball ThrowControllDog-

gy.py bei.

4.3.2.2 Szenengenerierung

Um eine komplette Szene mit den synthetisierten Béllen im Vordergrund zu erzeugen, fehlt dem

generiertem Bild ein Hintergrund. Da der Roboter Doggy ein mobiles System ist, konnen wir
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Abbildung 4.2 Auswahl der Hintergrundbilder fiir die Synthetisierung der Ballbilder.

nicht von einem stetigen Hintergrund ausgehen. Wir kénnen trotzdem Annahmen durch das

Einsatzgebiet und die Spezifikationen des Roboters iiber das Kamerabild treffen:

L]

Menschen werden dem System gegeniiber stehen und Bélle werfen.

Der Winkel, in dem die Kameras angebracht sind, lasst die Kameras viel Himmel und wenig
Boden zeigen.

Es werden graustufen-Kameras mit variabler Belichtungszeit verwendet.

Es kann eine Extrembelichtung durch die Sonne auftreten, da das System auch im Freien

eingesetzt wird.

Die Auswahl realer Hintergrundbilder erfolgte tiber eine Internetrecherche, um oben genannte

Aspekte im resultierenden Datensatz moglichst abzudecken. Alle ausgewéhlten Bilder unterliegen

keinerlei Lizenz, da sie von dem Archivbild-Anbieter Pexels.com stammen und dieser grundsitz-

lich nur lizenzfreie Bilder anbietet.

Da die ausgewédhlten Hintergrundbilder den &dsthetischen Aspekten der Fotografie unterliegen

und somit eher perfekte Voraussetzungen bieten, ist der Satz um Extrembeispiele erweitert.

Diese sollen die Extrembelichtungen (Uberbelichtung und Unterbelichtung) widerspiegeln, als

auch eine Abstraktionsebene fiir das neu entwickelte System schaffen. Mit diesen Bildern wird

versucht eine hohere Konzentration innerhalb des Bildes auf die Musterung und Form des Balles

zu legen, als auf das Umfeld des Balles.
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acl

Abbildung 4.3 Erweiterung der Hintergrundbilder durch kiinstliche Szenen.

4.3.2.3 Komposition

Der letzte Schritt der Synthetisierung ist das Zusammensetzen von Vordergrund-Ball-Bild und
Hintergrund-Szenen-Bild. Dafiir werden diese beiden Bilder pixelweise verkniipft, wobei jeder
Pixel des Szenenbild aus (Ry, Gy, Bp) und jeder Pixel des Ballbild aus (Ry, Gy, By, Ay) besteht.

Die resultierenden Pixel bestehen aus (R, G, B,) und setzen sich wie folgt zusammen:

R, Ry Ry
G | =0—Ap) x| G, | +Ar*| Gy (4.1)
B, By By

Das erarbeitete Skript generateTrainingImages.py {ibernimmt die Komposition jedes Vorder-

grunds mit jedem Hintergrund.

4.3.3 Erzeugung der Annotationen

4.3.3.1 Annotation realer Daten

Um den Ballmittelpunkt auf den realen Bilddaten zu annotieren, wurde im Rahmen dieser Ar-
beit ein Labeltool in Python auf Basis der Bibliothek openCV implementiert. Dieses vereinfacht
die Annotationsleistung durch eine einfache Bedienung per Maus und einer Live-Vorschau. Au-
Berdem werden die Daten perfekt auf die Weiterverarbeitung vorbereitet. Das Labeltool ist der
Arbeit als labelMyImages.py beiliegend. Ein Label besteht aus einer 2-Dimensionale Gaufiglocke
zusammen mit einem Kreis um die Gausglocke. Um eine perfekte Annotationsleistung zu bekom-
men, ist der Kreis des Labels deckend auf den zu annotierenden Ball zu legen. Es werden ein
Ground-Truth- und ein Composed Bild fiir das Training des neuronalen Netzes erzeugt. Zudem

ein Evaluationsbild fiir die Generierung einer Evaluations-CSV-Datei, um Mittelpunkt und Ball-
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radius fiir die Evaluierung genau bestimmen zu kénnen. Die Evaluations-CSV-Datei wird durch

das erstellte Skript generateFEvaluationList.py generiert.

4.3.3.2 Annotation synthetisierter Daten

Ziel der gesamten automatisierten Synthetisierung ist einerseits die Menge der Daten um ein viel-
faches zu erhdhen, andererseits aber auch die Annotationen fiir die vielen Daten zu automatisie-
ren. Angesetzt wird hier direkt bei den, von Blender generierten, Ballbildern mit transparentem
Hintergrund. Der Vorteil hierbei ist, dass der Alphakanal der Bilder die exakte Position aller zum
Ball gehorigen Pixel maskiert und somit zur Positionsbestimmung des Ballmittelpunktes genutzt
werden kann. Dafiir werden zuerst Konturen mit OpenCV auf der Alphamaske gesucht und deren
Grofle ermittelt. Der Ballmittelpunkt wird iiber den Schwerpunkt der Kontur ermittelt und mit

einer 2-Dimensionalen Gauﬁglocke der GroBe KonturhoeheIKonturl;rezte % Konturhoehel—Konturb'rezte

im Zentrum markiert. Der Radius der Gaufiglocke entspricht dem halben durchschnittlichen Ra-
dius des Balles. Mit der Gauflglocke ist auch die Ungenauigkeit des Mittelpunktes bei verzerrten
Ballen modelliert. Durch die Annotierung der Bilder mit Béllen auf transparentem Hintergrund
kann die Annotation fiir jedes zusammengesetzte Bild mit diesem Vordergrund verwendet wer-
den, da sich die Ballposition durch die Komposition (4.3.2.3) nicht verindert. Hierfiir ist das
Skript generateCenterGTImages.py entwickelt worden, welches als Eingabe die Ballbilder auf

transparentem Hintergrund bekommt, und als Ausgabe Ground-Truth Bilder liefert.

4.4 Ballerkennung mittels CNN

In diesem Abschnitt wird auf die Auswahl der CNN Architektur und das Training dieser einge-

gangen.

Durch die beiden Kameras werden im bestehenden System pro Sekunde 80 Frames (pro Kamera
40 Bilder/Sekunde) aufgenommen und dem bestehenden Ballerkenner geliefert. Um diese Bild-
daten zu verarbeiten, ist die Architektur des Netzes auf wenige Schichten beschréinkt. Um das
Netz zusétzlich performant zu halten, ist es an dem MobileNetV2 orientiert. Dieses ist dafiir op-
timiert, auf leistungsschwachen Gerédten CNNs nutzbar zu machen. Um die Netzarchitektur dem
MobileNetV2 nachzuempfinden, sind alle rechnenden Schichten durch Inverted-Residual-Blocke
implementiert. Grundlegend wird das Kamerabild mit einer viertel Auflésung in das Netz ein-
gegeben und innerhalb des Netzes auf die sechzehntel Auflésung reduziert. Um moglichst viele
Informationen iiber die Ballmittelpunkte zu erhalten, wird das Bild zuriick auf die viertel Auflo-
sung gerechnet. Dazu werden Informationen mit Querverbindungen aus fritheren Aktivierungen
mit den hochgerechneten Informationen aus dem Upscaling verkettet. Als Ausgabe hat das Netz

ein Sigmoid-Aktivierungsbild mit gleichen Dimensionen zur Eingabe.
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4.4.1 CNN-Modellfindung

Um ein genaues Modell zu finden, sind das Training und die Datenvorbereitung in diesem Kapitel

beschrieben.

4.4.1.1 Augmentation

Aus der Konstruktion der Trainingsdaten kommt es oft vor, dass gleiche Vordergrundbilder (und
somit Bélle) auf verschiedenen Hintergrinden zu sehen sind. Insgesamt ist die Datenmenge eben-
falls relativ klein und somit fiir das Training untrainierter neuronaler Netze nicht optimal. Bei
kleine Datenmengen fiir das Training tendieren die Lernverfahren dazu, den Trainingsdatensatz
auswendig zu lernen (Overfitting) und erfiillen die eigentliche Aufgabe nicht. Besonders wichtig
ist dies zu vermeiden bei Trainingsdaten, die nicht aus dem eigentlichen Anwendungsfeld stam-
men, da sich hier an vielen anderen Merkmalen wie besonderer Beleuchtung oder der Umgebung
orientiert werden kann. Das Netz muss durch die Konstruktion der Trainingsbilder eine hohe
Abstraktionsfihigkeit lernen. Perez et al., Taylor und Nitschke, Xu et al. [10, 13, 16] zeigen, dass

die Augmentation von Trainingsdaten eine Losung fiir dieses Problem bietet.

Bevor ein Trainingsdatum, hier konkret Trainingsbild, dem Lernalgorithmus zur Verfiigung ge-
stellt wird, wird zuféllig eine Menge an Transformationen auf dieses angewandt. Somit kann sich

bei jeder Epoche die Beleuchtung, das Rauschen und die Ausrichtung dieses Datums dndern.

e Spiegelung
Eine horizontale oder vertikale Spiegelung des Bildes verdandert weder Kontext noch visuelle
Eigenschaft des Bildes und vergrofert die Trainingsmenge und ihre Varitit. Die selbe Trans-
formation muss hier auch auf die Annotation angewandt werden, da sich der Ball innerhalb
der Bilddimension bewegt.

e Unschirfe des Bildes
Durch die Anwendung eines GauB-Filters kann zusétzlich eine Unschérfe des gesamten Bildes
erreicht werden, wodurch scharfe Kanten weichgezeichnet werden. Die Annotation kann hier
unverdndert bleiben.

o Helligkeitsinderungen
Durch verschiedene Beleuchtungen auch innerhalb einer Wurfsequenz in der Realitdt, aus-
gelost durch Verdeckung der Sonne durch den Ball oder die Umgebung, kann die Helligkeit
der Kamerabilder variieren. Zudem kann durch Anderung des ISO-Wertes der Kamera eine
Extrembelichtung auftauchen. Durch eine Addition auf alle Pixel des Bildes kann eine Ge-
samténderung hervorgerufen werden, durch eine Multiplikation kénnen explizit helle oder
dunkle Bereiche verstérkt werden. Da keine Positionsdnderung des Balles innerhalb der Bild-

dimension auftritt, kann die Annotation unverdndert bleiben.
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Modell Parameter Loss MAE
BallDet-Real 7853 8,1057 x 10~% 5,0715 x 1074
BallDet-Mid 4527 8,7934 x 10*  5,4690 x 10—+

BallDet-Small 3385 7,9047 x 1074 4,4646 x 104

Tabelle 4.1 Vergleich der Performanz von 3 erarbeiteten Netzen auf den Evaluierungsdaten.

4.4.1.2 Training

Zur Bestimmung des besten Modells fiir die Aufgabe wurde ein iterativer Ansatz gewéhlt. Es
wurden verschiedene Versuche durchgefiihrt, bei denen das Modell angepasst wurde um Para-
meter wie Kanalzahl oder Blockwiederholung zu finden. Zum Training der Modelle wurde eine
Batch-Size von 4 gewadhlt und jeweils fiir 25 Epochen trainiert. Um das beste Modell zu finden
wurde auf einem Datensatz, bestehend aus 200 realen Kamerabildern und 2800 synthetisier-
ten Bildern, trainiert. Fiir die Optimierung der Parameter des Netzes beim Training wird der

Adam-Optimierer benutzt.

An den Daten aus Tabelle 4.1 ist gut zu erkennen, dass das kleinste Netz BallDet-Small trotz
weniger Parameter nach 25 Trainingsepochen eine bessere Leistung auf dem Evaluationsdatensatz

liefert.

4.4.1.3 Auswahl

Aus Performanzgriinden, welche wéhrend der Integration auffielen, zusammen mit dem Ergebnis
des Trainings der Netze, wurde sich innerhalb dieser Arbeit fir die standardméfige Benutzung
des BallDet-Small entschieden. Eine genaue Auflistung der Schichten und ihren Kanalparametern
ist in Abbildung 4.4 zu sehen.
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Abbildung 4.4 Das erarbeitete Netz BallDet-Small mit allen Schichten und Kanalparametern.
Es ist einen Abwandlung des BallDet-Real Netz mit gleicher Schichtenanzahl
aber weniger Kanélen.
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Integration

Um das erarbeitete Modell in das bestehende System (Abschnitt 2.3) zu integrieren sind folgende

Schritte unternommen worden.

5.1 Einordnung im System

Da das bestehende System in ROS Knoten entwickelt wurde, besitzt es eine hohe Modularitét.
In Abbildung 5.1 sind in blauer Farbe die ROS Knoten zu sehen, in oranger Farbe ausgela-
gerte Bibliotheken. Um den Kreiserkenner (CircleDetector) zu verbessern, wird dieser Knoten
modifiziert. Das restliche System bleibt unverédndert. Im Repository der Doggy Software ist ein
zusdtzlicher ROS Knoten mit dem Namen CircleDetectorCNN erstellt.

5.2 Erweiterung des Systems

Zur Integration eines neuronalen Netzes in den C++ Code des Kreiserkenners, wird die Bi-
bliothek TensorFlow Lite [8] verwendet. Diese ist speziell auf die ressourcensparende Nutzung
neuronaler Netze in rechenschwachen Systemen ausgelegt. Eine TensorFlow Lite Inference be-
schreibt den Prozess der Ausfithrung eines TensorFlow Lite Modells. Dafiir muss das Modell
durch einen Interpreter laufen, der eine statischen Graphreihenfolge und einen besonderen Spei-
cherallokator benutzt. So kénnen minimale Anforderungen an das System im Zuge minimaler
Last, Initialisierungs- und Ausfithrungslatenzzeit gestellt werden. Das trainierte Modell wurde
in ein TensorFlow Lite Modell konvertiert und wird bei der Initialisierung des ROS Knoten mit

einem TensorFlow Lite Interpreter geladen.
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Abbildung 5.1 Ubersicht iiber die bestehenden ROS Knoten (blau), verwendete Bibliotheken
(orange) und Kommunikationskanéle untereinander.

5.2.1 Maskenerstellung

Die Kamerabilder werden beim Aufruf des Kreiserkenners fiir das Netz verkleinert, in den Inter-
preter geladen und dieser Aufgerufen. Die Ausgabe des Modells beinhaltet die letzte Sigmoid-
Aktivierung und somit Werte von 0 bis 1. Fiir die Weiterverarbeitung muss das Ausgabebild
wieder vergrofert werden. Der Kreiserkenner besitzt eine bestehende Funktion zur Nutzung von
Bildmasken zur Bereichseinschriankung der Mittelpunkterkennung. Die erwarteten Bildmasken
miissen die selbe Grofle wie die Kamerabilder besitzen. Ein schwarzer Farbwert (Wert 0) in ei-
nem 1 Kanal 8 Bit Bild sagt aus, dass an dieser Position kein Mittelpunkt zu Suchen ist, ein
weiler Farbwert (Wert 255) maskiert eine valide Position fiir einen Kreismittelpunkt. Um aus
der Ausgabe des Netzes eine valide Maske fir diese Funktion zu Erstellen, wird ein Schwellwert
definiert. Alle Pixelwerte die grofler oder gleich dem Schwellwert sind, werden zu einer validen
Position und somit auf Wert 255 gesetzt. Alle Werte die unter den Schwellwert fallen werden
in der Bildmaske auf 0 gesetzt. Der Schwellwert ist variierbar und ergénzt die Funktion der 2D
Gaufiglocke, die bei der Erstellung der Annotationen verwendet wurde. Durch den Schwellwert
ist die Grofle der Mittelpunktregion einstellbar, da durch Ihn die Gréfle des Bereichs um die

Mitte einer Gaufiglocke selektiert werden kann.
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Evaluation

Fir die Evaluation des erarbeiteten Systems wird der bestehende Kreiserkenner gegen den verbes-
serten Kreiserkenner mit CNN generierter Maske auf den selben Kamerabildern laufen gelassen.
Gefundene Biille werden mit Mittelpunktposition (X- und Y-Koordinate) und Radius zusammen
mit dem Dateinamen des Kamerabildes in einer CSV-Datei gespeichert. Ein entwickeltes Evalua-
tionsskript 14dt die Informationen dieser CSV-Datei und der Annotationsdatei (Siehe Abschnitt
4.3.3.1). Um einen annotierten Ball als True-Positive markieren zu kénnen, wird eine Formel (6.1)
zur Fehlerberechnung angewandt. In diese flieflen die erkannten Merkmale Position (z,y) und
Radius (r) ein. In dieser Evaluation ist fiir eine True-Positiv Erkennung ein maximaler Fehler

von 6 definiert.

error = \/(xfound - xtruth)Z + (yfound - ytruth)Z + |Tfound — Ttruth (61)

6.1 Mafle

Als QualititsmaBe fiir die Erkennung von den Béllen werden die Mafie Precision (Gleichung 6.3)
und Recall (Gleichung 6.4) herangezogen. Die Precision beantwortet die Frage, wie viele korrekte
Erkennungen das System liefert. Der Recall zeigt, wie viele geworfene Bélle erkannt werden. Das
MafB Accuracy findet in dieser Evaluation keine Anwendung, da dieses True-Negatives in die Be-
rechnung mit einbezieht (siehe Gleichung 6.2). True-Negatives sind im Falle des Kreiserkenners
alle moglichen Pixel des Bildes und Radien an denen sich kein Ball befindet, und der Kreiserken-
ner auch keinen erkennt. Aus der Konstruktion der zu erkennenden Kreise heraus ist dieses Maf3
nicht definiert, da es unendlich Radien an jeder Pixelposition des Bildes gibt. Um trotzdem ein
Ma$ fir die Accuracy zu erhalten, stiitzen wir uns daftir auf den F;-Score (Gleichung 6.5), der
sich aus dem harmonische Mittel von Precision und Recall ergibt.

In folgenden Formel sind definiert:

TP = True-Positive, TN = True-Negative, F'P = False-Positive, N = False-Negative
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TP+TN
Accuracy_TP+FP+TN+FN (6.2)
. TP
P?"eC'LSZOn = m (63)
TP
= - 4
Recall TP LN (6.4)

2 x Precision x Recall
F, = 6.5
! Precision + Recall (6.5)

6.2 Ergebnis

Zur Evaluation wurde ein weiterer Datensatz aufgenommen und annotiert. Dieser besteht aus
1728 Bildern mit insgesamt 686 annotierten Béllen. Auf den Bildern sind maximal 2 Bélle gleich-
zeitig zu sehen. Um die Mafle zu berechnen wurden die beiden Kreiserkenner zwei Mal auf dem
Datensatz laufen gelassen. Beim ersten Durchlauf durften die Systeme bis zu 10 Bélle auf einem
Bild erkennen. Diese Konfiguration ist fiir den Betrieb auf Veranstaltungen mit vielen Béllen ge-
dacht. Der zweite Durchlauf erlaubte die Erkennung von bis zu 2 Béllen auf einem Bild, um die
False-Positive Rate der Erkennung einzuschranken. Dies ist sinnvoll, da der bisherige Kreiserken-
ner immer die 10 wahrscheinlichsten Bélle ausgegeben hat, unabhingig davon wie wahrscheinlich

diese sind. Die Einschriankung wird in der Evaluierung mazBdlle genannt.

In der Tabelle 6.1 ist zu sehen, dass bei der Einschriankung auf maximal 2 erkannten Béllen pro
Bild das verbesserte System eine 4x hohere Precision als das bestehende System erreicht. Die
Verbesserung bewirkt aulerdem einen 3x héheren Recall, wodurch sich ein 3,8x besserer Fi-Score
ergibt. Bleibt die Einschriankung bei 10 Béllen pro Bild, liefert das verbesserte System eine tiber
3x hohere Precision. Der Recall ist beim bestehenden System um 1,2x hoher. Trotzdem ist der

F1-Score beim verbesserten System knapp 3x hoher.
In Tabelle 6.2 sind die absoluten Ergebnisse der beiden Evaluationsdurchlaufe aufgelistet.

Mit einer Messung der Laufzeiten pro Bild ist eine durchschnittliche Erkennungslaufzeit von

70ms festgestellt.
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Erkenner maxBélle Precision Recall F
CD 10 0.010915 0.269679 0.020982
CD + CNN 10 0.034666 0.218658 0.059844
CD 2 0.010706 0.053936 0.017865
CD + CNN 2 0.043170 0.177842 0.069476

Tabelle 6.1 FErgbnisse der evaluierten Mafle, bester Wert pro Spalte unterstrichen. mazBdlle be-
schreibt die maximale Anzahl der Bélle, die der Kreiserkenner pro Bild finden darf.

Erkenner maxBalle True-Positive False-Positive False-Negative
CD 10 185 16763 501
CD + CNN 10 150 4177 536
CD 2 37 3419 649
CD + CNN 2 122 2704 564

Tabelle 6.2 Statistik tiber TP, FP und FN bei den Evaluierungen. maxzBdlle beschreibt die ma-
ximale Anzahl der Balle, die der Kreiserkenner pro Bild finden darf.
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Kapitel 7

Fazit und Ausblick

Das Ziel dieser Arbeit war es, den bestehenden Kreiserkenner des ballspielenden Roboters Dog-
gy der AG Multisensorische Interaktive Systeme in der Erkennungsleistung zu verbessern. Das
entwickelte System stiitzt sich zur Verbesserung auf die Maskierung von Béllen, das durch die
Erkennung dieser durch ein neuronales Netzes erreicht wird. Die Ergebnisse der Evaluierungen
zeigen, dass diese Erkennungsleistung einerseits nicht perfekt ist, andererseits die Erkennung
stark verlangsamt. Die Precision des Erkenners wurde zwar um das 3,5-fache verbessert, der
Recall ist dabei aber um das 0,8-fache gesunken. Die gewiinschte Verbesserung des bestehenden
Systems wiirde sich durch eine Verbesserung der Precision ohne eine Verschlechterung des Re-
calls duflern. Auf dem Evaluierungssystem, welches aus Griinden der vorherrschenden COVID-19
Pandemie wahrend der Entstehung dieser Arbeit nicht das Zielsystem ist, generiert der verbes-
serte Ballerkenner ein Ergebnis pro Bild ungefahr 10x langsamer als die alte Ballerkennung. Die
realistische Synthetisierung der Bilddaten hat, nach den Ergebnissen dieser Arbeit, eine stark
positive Auswirkung auf die Erkennungsleistung gehabt. Testweise trainierte Netze, die nur auf
den realen Datensédtzen gelernt haben, zeigten eine nicht anndhernd vergleichbare und nutzbare
Leistung. Deutlich zu sehen an den Ergebnissen in 6.2 ist, dass die meisten Bélle fiir den Kreiser-
kenner nicht die wahrscheinlichsten Kreise sind. Durch die Einschrinkung auf 2 Ballerkennungen
pro Bild werden von den Systemen nur die beiden wahrscheinlichsten Kreise erkannt, worunter
die meisten Béille anscheinend nicht fallen. Ob das entwickelte System in der Form im Roboter
nutzbar ist, wird sich in Versuchen mit dem integrierten Netz zeigen. Durch die grofie Abwei-
chung zwischen Evaluierungssystem und Zielsystem ist zwar mit schnelleren Ausfithrungszeiten
zu rechnen, jedoch wird die Erkennungsleitung pro Sekunde nicht in den angestrebten Bereich
fallen. Eine denkbare Verbesserung der Genauigkeit des Systems, wére ein tieferes Netzmodell
mit mehr Auflosungsebenen, da damit Verwirrungen des Netzes an trivialen Stellen des Bil-
des ausgeschlossen werden konnen. Dies wiirde allerdings die Geschwindigkeitsproblematik noch
mehr in den Vordergrund stellen. Die Synthetisierung der Wiirfe auf Kamerabilder in diesem
System hat dennoch funktioniert und der erarbeitete Prozess kann fiir die virtuelle Evaluierung

des Robotersystems genutzt werden.
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Anhang

Datei Beschreibung

thesis.zip Diese Arbeit als PDF Datei und verwendete Bilder
script.zip Skripte zur Synthetisierung und Automatisierung

model.zip Erarbeitete Keras- und TensorFlow Lite Modelle

ballThrowSimulationDoggy.blend

Blender 3D Szene
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